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Resumo. Este estudo compara o desempenho de duas abordagens para ajuste
de hiperparametros em modelo de predicdo com RNN GRU: uma utilizando
KerasTuner e outra empregando Arvores de Decisdo. A instrumentagcdo foi re-
alizada com a ferramenta Perf para avaliar a eficiéncia das abordagens pe-
rante conjuntos de dados de diferentes dimensoes. Os resultados indicam que
a combinacdo de GRU com Arvores de Decisdo reduz o tempo de execucdo em
até 30% em comparacdo a combinacdo de GRU com KerasTuner, consumindo
menos instrucoes e assim evidenciando-se como uma solucdo mais eficiente e
alinhada aos principios de computacdo sustentdvel.

1. Introducao

O crescente uso da inteligéncia artificial (IA) tem impulsionado inovagdes e avangos em
diversos setores. No entanto, essa evolu¢cdo também intensifica o consumo energético, es-
pecialmente devido ao treinamento de modelos complexos em infraestruturas computaci-
onais de alto desempenho. Recentemente, conforme elucidado pela Revista Nature [Sci-
ence 2023] o setor de Tecnologia da Informacdo TI ultrapassou o setor de aviacdo em
emissoes de Gases de Efeito Estufa, ampliando as discussdes na comunidade cientifica
sobre o impacto ambiental do uso dessas tecnologias. Diante desse cendrio, cresce a
necessidade de solugdes que conciliem o progresso tecnologico com a sustentabilidade,
mitigando os efeitos ambientais sem comprometer os avangos na area.

Nesse contexto, o presente trabalho propde a adocdo de préticas de computacao
sustentdvel, no contexto da redu¢do do tempo de execugdo, e sua incorporacao a um
modelo de predi¢do anteriormente proposto [Schulte et al. 2019], denominado Modelo
Original (MO), que consiste em uma ferramenta de suporte a decisao e manejo para pro-
dutores rurais no ambito da pecudria extensiva de corte. O estudo baseia-se na integracao
da abordagem inovadora que utilizou Arvores de Decisdo (AD) para mitigar o alto custo
associado a ferramentas de autoajuste [Lemos et al. 2024], e da abordagem que avaliou
o desempenho da técnica Gated Recurrent Unit (GRU) por meio da instrumentacdo com



a ferramenta oficial do Linux, Perf, visando a otimizac¢do do tempo de execucdo [Dur-
gante et al. 2024]. Dessa forma, busca-se combinar os beneficios das abordagens GRU
e AD quando aplicadas ao MO. Além disso, considerando o desafio recorrente do vo-
lume de dados necessario para o desempenho satisfatério das RNN, o presente estudo
visa uma adaptag@o para a explora¢do do conjunto de dados extraido do potreiro 20 in-
festado (exemplo de drea manejada para pecudria, sem nenhum tratamento para plantas
indesejaveis), com o objetivo de aprimorar a acurdcia do modelo.

2. Materiais e Métodos

Esta pesquisa exploratoria aplica modelos que representam aprimoramentos ao sistema de
suporte a decisd@o (MO) que utiliza de Rede Neural Recorrente (RNN) com técnica Long
Short-Term Memory (LSTM) para prever a quantidade disponivel de massa de forragem
(MStotal), considerando séries temporais em pastagens naturais do bioma Pampa [Schulte
et al. 2019]. O modelo processa entradas meteoroldgicas e de ambiente coletadas entre
janeiro de 2014 e julho de 2018, por meio de uma rede com trés camadas de 30, 15 e 1
neuronios, respectivamente. Por padrdo, as doze ultimas coletas registradas sao usadas
para validacdo (equivalente a previsdo de um ano), enquanto as demais sdo empregadas
no treinamento.

Os modelos analisados neste trabalho combinam a arquitetura GRU com duas
abordagens distintas para autoajuste. A primeira baseia-se em AD e utiliza a biblioteca
Python scikit-learn para processar um conjunto de dados composto por diferentes
combinacdes de hiperparametros [Lemos et al. 2024]. O objetivo é gerar uma estru-
tura de dados capaz de classificar o ajuste como adequado ou inadequado (considerando
um limite de Erro Médio Quadratico [RMSE] de 1700 kg/ha) e reabastecer seu proprio
conjunto de dados com os resultados obtidos apds o treinamento. A segunda explora o
potencial da integracdo entre GRU e KerasTuner (KT) [O’Malley et al. 2019], utilizando-
o como ferramenta para a sintoniza¢do do modelo por meio de busca aleatéria [Durgante
et al. 2024].

Além disso, analisa-se um conjunto de dados base e sua versdo expandida, ge-
rada a partir de multiplas amostras coletadas em subdreas do potreiro 20 infestado. Cada
subdrea corresponde a uma subdivisdo desse potreiro (Figura 1), definida para minimizar
as variacoes nas caracteristicas do solo e do terreno. Na abordagem inicial (MStotal por
potreiro), as amostras coletadas em um mesmo potreiro eram combinadas por meio de
uma média ponderada, resultando em um tnico valor representativo da regido. Ja na nova
abordagem (MStotal por subdrea), cada amostra € considerada individualmente, sem a
aplicacao de proporcdes, uma vez que nao houve impacto positivo na acurdcia ao utiliza-
las dessa forma. Essa abordagem foi adotada com o objetivo de expandir o conjunto de
dados utilizando amostras reais, permitindo a avaliacdo do impacto dessa expansdao no
desempenho do modelo. Complementarmente, realizou-se a instrumentagdo com a ferra-
menta Perf, considerando eventos de hardware como branch-misses, page-faults, ciclos,
instrucdes e ciclos por instru¢io (CPI) e para minimizar efeitos de aleatoriedade da rede,
cada teste foi repetido dez vezes utilizando o comando "perf stat -r 10" [Dur-
gante et al. 2024]. Os experimentos foram realizados em uma maquina local com micro-
processador multicore AMD Ryzen 7 5700U com frequéncia de até 4,3 GHz e 8 nicleos
com 16 threads, placa de video integrada AMD Radeon Graphics 8, 12 GB de memoria
DDRA4 e sistema operacional Ubuntu 22.04.4 LTS, através da versao Python 3.11.5.



3. Resultados e Discussoes

Conforme exposto na Tabela 1, AD e KT apresentam valores proximos em relacdo ao
numero de falhas de pagina. No entanto, enquanto AD registra um CPI superior ao de KT,
seu ndmero total de instru¢des € menor, o que justifica a redu¢do no tempo de execucdo
observada na Figura 2. Essa diminui¢do no volume de instrucdes processadas impacta di-
retamente a eficiéncia computacional do modelo, evidenciando a eficiéncia da abordagem
AD em comparagdo com KT.

Tabela 1. Resultados dos eventos de hardware gerados pelas aplicacoes

Branch-miss Page-faults Cycles Instructions CPI
MODELO (%) (K/s) (10°12) (10°12) (Cyc./Ins.)
GRU + AD 4,13 1,96 2,46 0,78 3,15
GRU + KT 3,65 1,996 2,63 1,13 2,31

Adicionalmente, a andlise do tempo de execu¢do dos modelos evidencia uma
reducdo significativa no tempo de processamento ao comparar o uso de AD com KT,
conforme ilustrado na Figura 2. No entanto, ambos os modelos ainda apresentam um
tempo de execugdo maior em relagdo ao MO e nesse sentido € importante ressaltar que o
ajuste empirico adotado no MO n@o € contabilizado no tempo total de execugdo, apesar
de demandar intervencdo humana e a repeticdo do processo véarias vezes até a obtencao
de um ajuste satisfatério dos hiperparametros.
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A partir da Figura 2, observa-se uma diminui¢do de aproximadamente 30% no
tempo de execucdo para o conjunto de dados original e de 26% para o expandido, con-
firmando a hipétese inicial de que a combinagdo da técnica GRU com AD resultaria em
um desempenho superior sem comprometer a acuracia, visto que o tempo de execucao
para sintonizacdo € substancialmente menor, bem como os treinamentos decorrentes des-
tes ajustes, em ambos conjuntos de dados. Essa abordagem se alinha as préticas de
computacdo sustentdvel, uma vez que, considerando a necessidade continua de retrei-
namento de modelos de IA, a redu¢do do tempo de execucao contribui diretamente para a
minimizacao da pegada de carbono associada a solu¢do computacional.



4. Conclusao

Este estudo investigou a combinagdo da técnica GRU com a abordagem AD para redu-
zir o tempo de execucdo de modelos de IA, visando a adog¢do de praticas de computagdo
sustentdvel. Os resultados demonstraram que essa estratégia melhora o desempenho do
modelo, pois consome menos instrugdes €, consequentemente, reduz o tempo de execucao
sem comprometer a acurdcia das predicdes, mesmo quando o conjunto de dados é ampli-
ado com novas amostras. Dessa forma, sua utilizagdo possibilita uma economia signifi-
cativa de consumo energético, alinhando-se aos objetivos de sustentabilidade e eficiéncia
energética na execu¢do de modelos preditivos. Destaca-se ainda o impacto dessa redugdo
de tempo de execucao, considerando que modelos de IA precisam ser constantemente
retreinados para manter sua eficiéncia.

Em suma esta pesquisa visa contribuir com o estado da arte incorporando Smart
Farming, tecnologias modernas na agricultura digital, pecuaria de precisdo e aspectos
Ambientais, Sociais e de Governanca (ESG). No futuro almeja-se explorar com maior
profundidade a questdo da expansdo de dados através das subdreas no que tange a
ponderacdo das amostras. Ademais, salienta-se a indissociabilidade entre Ensino, Pes-
quisa e Extensao na obtengdo e anélise dos resultados, uma vez que conceitos de discipli-
nas da EC foram diretamente aplicados, discutidos e revisitados em um problema conec-
tado com o contexto regional do Bioma Pampa [Pinho and Domingues Jtnior 2024].
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