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Abstract

Throughout the course, participants will have the opportunity to learn the essential
concepts of massive data volume processing and analyzing (Big Data) and the process of
developing a query service using the open-source platform High-Performance Computing
Cluster (HPCC Systems) and also the use of Machine Learning algorithms, as well as
having the possibility to apply the knowledge acquired in a training environment
available in the classroom.

Resumo

Ao longo do minicurso, os participantes terdo a oportunidade de conhecer os conceitos
essenciais de processamento e andlise de volumes massivos de dados (Big Data) e o
processo de desenvolvimento de um servigo de consulta fazendo uso da plataforma open-
source composta por um Cluster Computacional de Alto Desempenho (HPCC Systems)
e, também, a utilizagdo de algoritmos de Aprendizado de Maquina, bem como terdo a
possibilidade de aplicar os conhecimentos adquiridos em um ambiente de treinamento
disponibilizado em sala de aula.

Informagodes Técnicas: Curso de nivel basico. O curso requer apenas um
computador com acesso a Internet € uma conta no GitHub.

GitHub repositorio: <https://github.com/mauromarx/ WSCAD 2023>



http://www.github.com/
https://github.com/mauromarx/WSCAD_2023

A Plataforma HPCC Systems

HPCC Systems (High Performance Computing Cluster) ¢ uma plataforma para
solucao de desafios de Big Data com as seguintes caracteristicas:

e Supercomputagdo: processamento paralelo e dados distribuidos;
e Open source: codigo aberto e gratuita;
e Completa: gestdo compreensiva e simplificada do fluxo de dados.

HPCC Systems oferece o melhor de ambos os mundos no que tange ao
processamento ¢ analise de volumes massivos de dados (Big Data), ou seja, combina o
rapido desempenho de um “Data Warehouse” para a entrega de informagdes com a
capacidade de tratar os dados como se estivessem em um “Data Lake”. HPCC Systems
usa arquitetura de dados distribuida e uma metodologia de processamento paralelo para
trabalhar com grandes conjuntos de dados.

Um breve historico

A plataforma de Big Data que se tornaria HPCC Systems foi desenvolvida em
2001 por uma equipe interna de engenharia da LexisNexis Risk Solutions. Os primoérdios
de a base tecnoldgica para a plataforma HPCC Systems foi desenvolvida pela primeira
vez na Seisint em 1999, a fim de gerenciar um niimero significativo de conjuntos de
dados. Em 2000, a equipe da Seisint precisava coletar e analisar grandes quantidades de
informagdes brutas de consumo de dados financeiros de uma ampla variedade de fontes
para um cliente responsavel por determinacdo da “score” de crédito ao consumidor nos
Estados Unidos. Isto levou a criacdo da linguagem de programagao, conhecida como ECL
(Enterprise Control Language), que HPCC Systems usa atualmente. Em 2004, a
LexisNexis Risk Solutions (LNRS) adquiriu Seisint junto com sua tecnologia, incluindo
a linguagem ECL usada para programacdo em Clusters Thor e Roxie. Durante esse
periodo, a plataforma HPCC Systems era empregada, principalmente, como uma
ferramenta interna da LexisNexis Risk Solutions, e ainda nao havia atingido o seu pleno
potencial. Em 2008, a LexisNexis Risk Solutions adquiriu a ChoicePoint, uma seguradora
e provedora de analise e, nos proximos trés anos, o portfolio de produtos da ChoicePoint
foi integrado a plataforma HPCC Systems. Combinando a plataforma HPCC Systems
com os produtos de seguros ChoicePoint criou-se negdcios poderosos e vantajosos - uma
solucdo de processamento de Big Data extremamente eficiente, capaz de gerenciar
grandes quantidades de dados, gerando produtos de tratamento de dados muito mais
eficientes no ja volumoso mercado de seguros.

Em 2011, a LexisNexis decidiu lancar a plataforma HPCC Systems sob uma
licenga de codigo aberto. Desde o seu langamento, a HPCC Systems desenvolveu uma
rica comunidade de usuarios e uma rede global de clientes. Além disso, a HPCC Systems
continua a inovar a plataforma, adicionando suporte para as arquiteturas baseadas em
nuvem; em desenvolvimento de novas ferramentas de administragdo, governanca e
orquestra¢do de dados; e adicionando novos recursos de dashboard.



Os usudrios atuais da plataforma HPCC Systems que podem ser mencionados
publicamente incluem Quod, um Bureau de Crédito no Brasil, o qual a LNRS ajudou a
criar, € muitas universidades proeminentes, como: Clemson University, Florida Atlantic
University, Kennesaw State University, RV College of Engineering, Universidade de Sao
Paulo, Universidade Federal de Santa Catarina ¢ varias outras universidades em todo o
mundo.
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Fig.1 - A evolugao da Plataforma HPCC Systems.

O que é a Plataforma HPCC Systems?

HPCC Systems ¢ uma plataforma de “Data Lake” de codigo aberto (open source)
projetada para obter dados de diversas fontes de dados em formatos estruturados e nao
estruturados. Os dados geralmente sdo armazenados em arquivos simples, como arquivos
basicos de disco, ou em armazenamentos de objetos como Amazon S3 e armazenamento
BLOB do Azure. Em outras palavras, nao ha um esquema de formatacao pré-definida, na
qual os dados precisam ser ajustados antes do armazenamento.

A implementagdo de uma tipica plataforma HPCC Systems comega com apenas
algumas fontes de dados, alguns processos de anélises iniciais e ferramentas de relatorio,
mas o tamanho, a complexidade e a capacidade do “Data Lake” pode crescer rapidamente.
Depois que os dados sdo ingeridos no “Data Lake” e, refinados através de limpeza e
padronizacdo dos dados, comeca o processo de enriquecimento desses dados. Esse
enriquecimento de dados ¢ um processo iterativo e evolutivo que extrai tanto
conhecimento quanto possivel das fontes de dados. Uma vez que esse conhecimento ¢é
extraido, ele fica disponivel para outros usudrios do “Data Lake”, que precisam dos
mesmos por meio de um processo conhecido como entrega de dados. Durante a entrega
de dados, a plataforma HPCC Systems garante que os dados sejam transferidos aos
usuarios do “Data Lake” de maneira responsiva e segura. Uma analogia pode ajudar a
ilustrar o que acontece com os dados a medida que eles entram em um sistema de “Data
Lake” do HPCC Systems. Nesta analogia, a 4gua (dados brutos) ¢ coletada em um
reservatorio (Data Lake) onde em seguida, ¢ processado para tornd-lo adequado ao
consumo do publico.



Para continuar entregando agua a populacdo, a usina de beneficiamento ndo pode
parar a coleta ou processamento de agua; o processo deve fornecer agua de forma
confidavel 24 horas por dia, sete dias por semana para acompanhar a demanda do
consumidor. Um “Data Lake” deve oferecer o mesmo nivel de disponibilidade. Nao
importa quantos dados sejam adicionados ao sistema, o processo de catalogagdo e analise
desses dados deve operar continuamente em niveis de servigo de “cinco noves” (o “Data
Lake” deve estar ativo e operacional pelo menos 99,999 por cento do tempo).

A figura abaixo registra o ciclo de vida dos dados em um sistema real de “Data
Lake” do HPCC Systems atualmente em uso por um cliente da plataforma. Movendo da
esquerda para a direita, as fontes de dados entregam os dados ao “Data Lake” do HPCC
Systems para ingestdo, refinamento, enriquecimento, indexac¢do e andlise. O HPCC
Systems pode gerar relatorios ou dashboards sobre os dados em qualquer etapa do
processo, dependendo de qual informagao o consumidor necessita. Todos esses processos
ocorrem dentro do ambiente de “Data Lake” para produzir resultados consistentes.
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Fig.2 - Um “Data Lake” deve ser capaz de ingerir, formatar e enriquecer dados com
disponibilidade 24 horas por dia, 7 dias por semana.



O Pipeline de enriquecimento de dados no HPCC Systems

O pipeline de dados no HPCC Systems segue os dados desde a origem até sua
ingestdo no cluster do HPCC Systems, onde ¢ formatado, enriquecido e depois
disponibilizado para aplica¢des hospedadas no Cluster.
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Fig.3 - Fluxo de dados no HPCC Systems — “Funil” de dados.

Os componentes da plataforma HPCC Systems

O HPCC Systems ¢ composto pelos seguintes componentes:

* A linguagem de programac¢ao ECL (Enterprise Control Language) ¢ uma
linguagem de programagao declarativa e orientada a dados desenvolvida para uso
em “Data Lakes” na plataforma HPCC Systems;

* Thor ¢ um cluster de processamento de dados em massa, o qual limpa,
padroniza e indexa dados de entrada para uso pelo “Data Lake”. Depois que os
dados forem refinados pelo Thor, podem, entdo, serem usados pelo cluster Roxie;

* Roxie € um cluster de API/consulta (query) em tempo real para consultar
dados apo6s refinamento por Thor. As consultas Roxie sdo executadas em menos
de um segundo e fornecem resultados de forma concorrente.

Os clusters Thor e Roxie apresentam objetivos especificos e, assim, fazendo uma
analogia simplista com o mundo oceénico seria algo como mostrado na figura abaixo:
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Fig.4 — Objetivos dos clusters Thor e Roxie.



A plataforma HPCC Systems

Um diagrama da plataforma HPCC Systems apresentando um cluster Thor (para
processamento de dados em massa) e um cluster Roxie (para lidar com consultas de
dados) e, ainda, o chamado Power Trio:
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Fig.6 — Power Trio: A) Thor, B) Roxie e C) ECL.

A) Thor: Arquitetura

Thor ¢ um cluster projetado especificamente para executar processos de
manipulac¢do massiva de dados (ETL). Thor ¢ um cluster de preparagdo de dados de back-
office e ndo se destina a consultas de nivel de produ¢do do usuadrio final.

Os clusters Thor sdo usados para fazer todo o trabalho "pesado" de preparacao de
dados para processar dados brutos em formatos padrdo. Uma vez concluido o processo,

os usudrios finais podem consultar esses dados padronizados para coletar informagdes
reais.



No entanto, os usudrios finais geralmente desejam ver os seus resultados
“imediatamente” e, ainda, geralmente mais de um usudrio final deseja obter seus
resultados a0 mesmo tempo. O cluster Thor s6 funciona em uma consulta por vez, o que
o0 torna invidvel para o usudrio final, por isso foi criado o cluster Roxie.

B) Roxie: Arquitetura

Roxie ¢ um cluster projetado especificamente para atender as consultas padrao,
fornecendo uma taxa de transferéncia de mais de mil respostas por segundo (a taxa de
resposta real para qualquer consulta, logicamente, depende de sua complexidade). Roxie
¢ um cluster de nivel de produ¢do projetado para aplicacdes de missao critica.

Os clusters Roxie podem lidar com milhares de usudrios finais simultdneos e
fornecer a todos eles a percepcao dos resultados "imediatamente". Ele faz isso permitindo
apenas que os usuarios finais executem consultas padrao pré-compiladas que foram
desenvolvidas especificamente para uso do usuario final no cluster Roxie.

Normalmente, essas consultas usam indices e, portanto, fornecem desempenho
extremamente rapido. No entanto, o cluster Roxie ¢ inviavel para uso como ferramenta
de desenvolvimento, pois todas as suas consultas devem ser pré-compiladas e os dados
utilizados devem ter sido implantados anteriormente.

C) A linguagem ECL

ECL ¢ uma linguagem de programagdo declarativa, que apresenta inumeras
vantagens sobre o modelo de programac¢do mais convencional. A programacao declarativa
permite ao programador expressar a logica de uma computagdo sem descrever seu
controle de fluxo. Em termos leigos, a linguagem ECL permite que os desenvolvedores
digam ao sistema o que eles precisam, mas deixa para o sistema determinar a melhor
maneira para fazer isso.

Como fazer ® VS, @ O que fazer

Além de simplificar o design e a implementagdao de algoritmos complexos,
também melhora a qualidade do cddigo, minimizando ou eliminando efeitos colaterais no
codigo do “Data Lake”, o que facilita o teste de codigo e simplifica a manuten¢do do
cddigo. O codigo ECL ¢ mais facil de entender e verificar, mesmo por pessoas que nao
estdo familiarizadas com o design original, o que ajuda encurtar a curva de aprendizado
para novos programadores.



ECL ¢ a unica linguagem necessaria para expressar algoritmos de dados em toda
a plataforma HPCC Systems. No Thor, a linguagem ECL expressa “workflows” de dados
que consistem em carregamento dados, transformacao, vinculagdo, indexagdo etc. No
Roxie, a linguagem ECL define consultas de dados. Isso significa que os analistas de
dados e programadores da plataforma HPCC Systems s6 precisam aprender uma
linguagem para definir o ciclo de vida completo dos dados.

A linguagem ECL ¢ implicitamente paralela, portanto, o mesmo codigo ECL
desenvolvido para ser executado em um cluster de um né pode ser executado com a
mesma facilidade em um cluster com milhares de nés. O programador ndo precisa se
preocupar em implementar a paralelizagdo, ¢ a linguagem ECL possui uma fungao
otimizadora que garante o melhor desempenho para uma arquitetura especifica.

A linguagem ECL foi projetada desde o inicio para ser uma linguagem de
programacao orientada a dados. Ao contrario de outras linguagens, fun¢des primitivas de
alto nivel para dados, como JOIN, TRANSFORM, PROJECT, SORT, DISTRIBUTE,
MAP, NORMALIZE etc.; sdo fungdes de primeira classe, entdo operagdes basicas de
dados podem ser implementadas em uma Unica linha de cddigo. Isto torna a linguagem
ECL uma linguagem de programacao ideal para analise de dados, pois pode ser usada
para expressar algoritmos de dados diretamente, eliminando a necessidade de escrever as
especificagdes do software. Em esséncia, com o uso da linguagem ECL, os “Data Lakes”
no HPCC Systems precisam de menos programadores para entregar mais projetos em
menor quantidade de tempo.

» Conceitos basicos de ECL

e Paradigma declarativo (ndo-procedural);
ECL “nao” ¢ sensivel a caixa alta/baixa (uppercase/lowercase)
Espago em branco ¢ ignorado para uma melhor leitura;
Comentarios em linha (//) e em bloco ( /* e */);

ECL utiliza sintaxe Objeto.Propriedade:
o Dataset.Campo // um campo em um dataset
o NomedoDiretorio.Definicao // uma definigdo em outro médulo

= Agdes vs. Definigdes
O codigo ECL ¢ constituido de “Defini¢des” e “Acdes’:
e Defini¢des estabelecem o que as coisas sdo (arquivos de definicao ECL)

MyDef :='Hello World'; // ndo inicia uma WorkUnit
o Acdes em ECL resultam em compilagdo e execucado (arquivos BWR)
OUTPUT(MyDef); // inicia uma WorkUnit

OUTPUT('Hello World, again..."); // inicia uma WorkUnit

Sintaxe completa de uma Definigdo ECL

Nome := Expressdo :
[Escopo] [TipoValor] Nome [ (parametros) ] := Expressao [:ServicoWorkflow] ;

EXPORT BOOLEAN IsLeapYear (INTEGER2 year)
year % 4 = 0 AND ( year % 100 != 0 OR year % 400 =0)

: STORED('LeapYearValue');



Outras ferramentas da plataforma HPCC Systems

A plataforma HPCC Systems fornece para os desenvolvedores um ambiente de
desenvolvimento integrado (IDE) denominado como “ECL IDE”, a fim de facilitar o
desenvolvimento de cdédigo ECL. O “ECL IDE” ¢ uma aplicacdo para o sistema
operacional Windows. Ha também uma extensao de linguagem ECL disponivel para VS
Code que alguns desenvolvedores preferem usar.
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Algoritmos de Aprendizado de Maquina para a plataforma HPCC Systems

A caracteristica principal do Aprendizado de Méaquina (Machine Learning) ¢ a
capacidade de inferir sobre relacionamentos e, visa prever uma resposta razoavel quando
apresentado com dados nunca vistos.

O "aprendizado" do Machine Learning (ML) tem vérias categorias:

e Supervisionado - O tipo mais comum de ML. Esse método envolve o
treinamento do sistema em que os recordset, juntamente com o padrao de saida
de destino, sdo fornecidos ao sistema para executar uma tarefa;

e Nao Supervisionado - Este método nao envolve a saida de destino, o que
significa que nenhum treinamento é fornecido ao sistema. O sistema precisa
aprender por meio da determinacdo e adaptagdo de acordo com as
caracteristicas estruturais nos padrdes de entrada.

e Deep Learning - Move-se para a area dos métodos ML de Redes Neurais
(Neural Networks - NNs). O Deep Learning implica vérias camadas maiores
que ‘2’ e, também, implica em técnicas utilizadas com dados complexos, como
analise de video ou 4udio.

Aprendizado Supervisionado

Essa sera a categoria abordada nesse estudo com foco no método de Arvores de
Decisdo (Learning Trees - Random Forests).

A premissa basica do ML Supervisionado € que, dado um conjunto de “amostras
de dados” (registros) e um conjunto de “valores-alvo” em campo e formato de registro,
que ele aprenda como prever “valores-alvo para novas amostras”.

* Amostras de dados: conhecidas como variaveis “Independentes”, porque sdo
as informagdes fornecidas e nado dependem de nenhum outro dado. Variaveis
Independentes também sdo conhecidas como ‘Caracteristicas’ (features) dos
dados.

= Valores-alvo: conhecidos como varidveis “Dependentes”, porque eles sdo de

alguma forma dependentes das amostras de dados.

As variaveis ‘Independentes’ e ‘Dependentes’ juntas sdo conhecidas como
“conjunto de treinamento”.

Dois tipos basicos de Modelos de Analise em Aprendizado Supervisionado:

¢ Quantitativo - conhecido como “Regressdao” - implica um valor numérico;
e Qualitativo - conhecido como “Classificacdo” - implica uma categoria ou, as
vezes, um resultado binario.



Machine Learning bundles da plataforma HPCC Systems

Os bundles de producao (excluindo os bundles de suporte ML Core e PBblas)
fornecem uma interface principal muito semelhante para o Machine Learning. No
entanto, cada algoritmo tem suas proprias peculiaridades (suposi¢des e restrigdes) que
devem ser levadas em consideragdo. Portanto, ¢ importante ler a documentagdo que
acompanha cada bundle para usé-lo efetivamente.

» Link definitivo para todos os bundles de produgdo, sua documentacdo e
tutoriais, quando aplicavel:

[https://hpccsystems.com/download/free-modules/machine-learning-library].

a) Bundles Principais:

ML _Core - Machine Learning Core

Fornece as principais defini¢des de dados para ML. E um pré-requisito
para todos os outros pacotes configuraveis de producao.

Mais informagdes: [https://github.com/hpcc-systems/ML_Core].

PBblas - Parallel Block Basic Linear Algebra Subsystem

Fornece operagdes de matriz escalonaveis e distribuidas usadas por varios
dos outros pacotes configuraveis. Também pode ser usado diretamente
sempre que as operagdes da matriz estiverem em ordem. Essa ¢ uma
dependéncia para varios dos outros pacotes configuraveis.

Mais informagdes: [https://github.com/hpcc-systems/PBblas].

b) Bundles de Aprendizado Supervisionado:

LearningTrees (baseado no algoritmo classico “ML RandomForest”)

Classificagdo e Regressio baseadas em Arvores de Decisdo. Um dos
melhores métodos de ML "prontos para uso", pois faz poucas suposi¢des
sobre a natureza dos dados e ¢ resistente ao “overfitting” ). Capaz de lidar
com muitas variaveis independentes. Cria uma “floresta” de diversas
Arvores de Decisdo e calcula a média das respostas das diferentes Arvores.
Mais informagdes: [https://github.com/hpcc-systems/LearningTrees].

) Superajuste (overfitting): Muitos algoritmos tendem a superestimar o
conjunto de treinamento. Isso significa que ele esta reduzindo o erro de
previsdo ajustando-se ao ruido que ocorre nesse conjunto de dados. Um
modelo de excesso de ajuste tratara esse ruido como sinal e usard o que
aprendeu para prever os proximos dados apresentados. Infelizmente, esse
proximo conjunto de dados estard sujeito a um conjunto de ruido
completamente diferente, o que ndo fornecera bons resultados.


https://hpccsystems.com/download/free-modules/machine-learning-library
https://github.com/hpcc-systems/ML_Core
https://github.com/hpcc-systems/PBblas
https://github.com/hpcc-systems/LearningTrees

ML Supervisionado: Arvores de Decisio (Learning Trees - Random Forests)

As Arvores de Decisdo tém sido utilizadas, pelo menos, desde a década de 1930
como uma forma de estruturar o conhecimento usando um conjunto de regras em cascata.
Elas sdo conceitualmente simples e razoavelmente faceis de entender e interpretar.

O LearningTrees bundle fornece uma implementagdo eficiente e escaldvel dos
métodos Learning Trees. Atualmente, fornece algoritmos de "Decision Trees", "Random
Forest", "Gradient Boosted Trees" ¢ "Boosted Forest.

Diante dos diversos algoritmos disponiveis, qual algoritmo se deve escolher?
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Fig.9 — Fluxograma a ser usado para auxiliar nessa escolha...
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Isso funciona muito bem desde que o problema seja ‘deterministico’ - ou seja, as
mesmas variaveis (features) sempre produzem os mesmos resultados e ha dados de
treinamento suficientes, desencadeando no uso de uma Arvore Simples. Se o problema
for ‘estocastico’ - incorpora aleatoriedade nos dados ou resultados - uma Arvore de
Decisao provavelmente ndo “generalizara” bem. Quanto ao conceito de “generalizagao”
¢ importante entender a natureza da ‘Populagdo’ versus ‘Amostra’ (sample). Os dados de
treinamento para um modelo de ML s3o quase sempre uma pequena amostra da
populagdo-alvo:

Fig.11 — Generalizagao.

Em uma Random Forest, uma série de Arvores de Decisdo sio geradas, com
alguma aleatoriedade adicionada ao processo de geracdo para garantir que cada arvore
use um processo de decisdo diferente na separagdao dos pontos. Entdo, para cada novo
ponto de dados, todas as arvores sdo consultadas para sua previsdo. Essas previsoes
individuais sao agregadas para formar a previsao final.

Se o objetivo da Random Forest ¢ escolher uma das varias classes (ou seja, uma
ClassificationForest), entdo a agregacao € feita por votagdo: a “classe prevista pelo maior
numero de arvores” torna-se a previsao final. Se o objetivo € prever um valor numérico
(como o preco de imdveis), entdo temos uma RegressionForest, que forma uma previsao
final pela “média das previsdes das varias arvores”.

Um dos aspectos interessantes do Random Forest ¢ que hda muito poucos
parametros para ajustar, e a escolha desses pardmetros geralmente tem muito pouca
influéncia na precisao dos resultados. Bons resultados geralmente podem ser alcangados
usando os parametros "default", tornando-o um dos algoritmos de ML mais faceis de usar.

Outra grande caracteristica ¢ que o Random Forest pode lidar com muitas
variaveis. Nao ¢ incomum usa-lo com milhares de varidveis.

Por fim, Random Forest sdo facilmente “paralelizaveis”, sendo, portanto, um
algoritmo ideal para uso em clusters do HPCC Systems.



O Fluxo de Aprendizado de Maquina Supervisionado

No caso em estudo foi selecionado o bundle “LearningTrees ML” pelos seguintes
motivos:

1. Facil de usar:
e Faz muito pouca suposi¢do sobre a distribui¢do dos dados ou seus
relacionamentos;
e Ele pode lidar com muitos registros e muitos campos;
e FEle pode lidar com relagdes ndo lineares e descontinuas;
e (Quase sempre funciona bem usando os parametros padrao e sem nenhum
ajuste.

2. Escalabilidade
e Escala bem em clusters HPCC Systems de quase qualquer tamanho.

3. Sua precisdo de previsdo ¢ competitiva com os melhores algoritmos de ultima
geracao.

s . = - . - 5. Treinamento e
1. Definicdo 2. Extracao 3. Preparagao 4. Segregacdo

do problema dos dados dos dados dos dados

6. Implantacdo

avaliacdo do
’ do modelo

modelo

Fig.12 — Fluxo de ML Supervisionado.

1. Defini¢cdo do problema

“Dado um conjunto de atributos de uma propriedade (localizagdo, metragem
quadrada, ano de constru¢do/aquisi¢do, nimero de cdmodos etc.), como predizer o seu
valor real de venda?"

propertyid house_numbc house_nt predir street streettpostdir apt  city state zip [total_value |rssessed_value year_acquired land_square_foot living_square_fee bedroons full_bath
28195 144 MCKIERNAN 0] WALNUT CREEK €A 9459762614 2614 2006 20418 2485 3
1144455 281 CENTER sT BALTIMORE D 21136| 105500 0550 2007 ag07 1368 o o
1404347 483 NEWTON RD FLAGSTAFF Az 220 ° 5654 1011 3 1
1910847 02 HATCHERY 2 HOODLAND WA s6000 o 6094 3 2 1
4267562 5007 3 RO¥ ROGERS  RD TROY i 27253 2007 3484 o 3 o
888502 7607 PESBLESTONE DR 000003 KERNVILLE A 32179 2010 19597 6132 3 3
48725 4 LonG AVE SUNRTSE FL 71060 2008 6880 2392 4 2
83528 3 TRILLUM w WAYLAND HA 9889 2007 7657 1657 4 1
94604 7 PARNENTER AVE PLYMOUTH ul 3800 2005 19994 1754 3 2
320326 17 TINBER RD LOS ANGE A 9000 2008 7820 £ E 1
994509 212 FREVER o] e PHILOMONT VA 9808 2008 11199 1221 3 o
1836173 724 EASTER sT ALLENTOWN PA 91600 o 9100 2534 + 2
2010797 1903 SADDLE BROOK DR o A 1610 2007 ° o o o
2158 RIVERSIDE oR UPPER MORELA.. PA ° ° 1235 3 2
4040 BLVD 00654 RIO LINDA A 0 2700720 3 3 0
4726 a WAELDER ™ 8816 2008 2159 1320 o o
6213 wILsON "D ZOLFO SPRINGS FL ° 8436 o 3 1
6321 STONEWALL w FATERSON w1 39550 2008 10454 1381 a 2
7 KNOLLCREST DR NARANIA FL 6214 2008 4800 930 2 ]
704 ERIN R TRABUCO A s2678| 28010 5010 2007 s200 o 3 1
728 s ARLINGTON HE.. RD BLOOMING GRO.. TX 76626130400 39480 2007 36154 1629 3 1
4821 veTIE ) o 25 iy mepugant o 3 EPen

Fig.13 — Pregco do imével — Valor real de venda (total_value).



2. Extracao dos dados

Sera utilizado o dataset “Property.csv”’ no formato “CSV” contendo 1.662.959
registros. Usando os campos selecionados, tentaremos prever o preco da propriedade com
base em outros dados (por exemplo: localizacdo, metragem quadrada, ano de
aquisi¢ao/construcdo, numero de codmodos, cddigo postal etc.). Arquivo logico:
“~CLASS::XYZ::ML::Property”.

» Cddigos ECL utilizados:
modProperty.ecl
BWR_BrowseData.ecl

3. Preparacio dos dados

A preparagdo dos dados ¢ a etapa mais importante ao usar qualquer algoritmo ML.
Como em qualquer processo de programacao, a qualidade dos dados recebidos terd um
grande efeito na qualidade dos resultados.

Aqui estdo algumas regras importantes a serem consideradas:

Os dados devem conter todos os valores numéricos;

O primeiro campo no registro deve ser um identificador exclusivo (geralmente
um ID de registro sem sinal - UNSIGNED);

Para facilitar a implementacdo, mova seu campo “dependente” para o final da
estrutura RECORD;

Randomize seus dados para criar um recordset de treinamento e um teste mais
preciso. Isso pode ser feito adicionando um campo com um nimero aleatorio
(RANDOM);

Faca previamente a limpeza dos dados (cleasing);

Usando o campo aleatério gerado, classifique e segregue os dados nos dados
iniciais de Treinamento e de Teste. Os dados de Treinamento serdo usados para
treinar seu modelo de ML e os dados de Teste serdo usados para avaliar (ou
analisar) a eficacia do modelo. E fundamental que se reserve alguns dos dados
para teste, pois € uma péssima ideia testar o modelo com os mesmos dados
nos quais se treinou.

» Codigos ECL utilizados:
isCleanFilter.ecl
CleanProperty.ecl
modPrepData.ecl
BWR_ViewDatal.ecl

® | propertyid
79784
3524128
413843
608224
942963
2237271
4443742
3834707
3592735

ol el el el Sl N R

=i
=

29163459

zip | assessed_\ralue| year_acquired | land_square_footage Ii\ring_square_feet| bedrooms|fu|l_baths| hah‘_baths| )rear_built|t0tal_\ralue
33424 76440 2015 4289 1255 3 2 a 2010 76440
20601 95900 2013 11224 1468 3 2 1 2007 85900
8803 |7€000 201% 57000 1858 3 2 o] 1870 T€000
98370 39340 2012 T405 1066 3 1 1 1967 39340
T2032 275400 2008 9600 2459 3 2 a 1963 2785400
79935 143600 2011 5430 1008 2 1 1 1961 143600
54065 166934 2013 9317 1700 4 2 a 1981 lee934
66227 348350 2012 15300 2663 4 2 1 2002 348350
1960654000 2015 15060 2292 4 2 1 1580 20000
34639 119050 2015 6947 1709 3 2 a 2008 140950

Fig.14 — Limpeza, padronizagao e consolidacgao de registros.




4. Segregacao dos dados

Ao segregar os dados ¢ importante coletar amostras aleatoriamente do seu dataset,
ao invés de usar os primeiros ‘N’ registros no conjunto, porque pode existir alguma ordem
oculta no processo que originalmente gerou os dados. A segregacdo dos dados de
Treinamento e de Teste ¢ feita facilmente usando ECL.

Como regra geral, cerca de 20 a 30% dos seus dados devem ser reservados para
Teste. Entretanto, para fins didaticos e, principalmente, objetivando uma melhor
performance durante a realizacdo desse estudo, esse percentual sera reduzido,
considerando uma propor¢ao de 5.000 registros para a amostra de Treinamento e 2.000
registros para a amostra de Teste:

// Considerando os primeiros 5.000 registros como amostra de Treinamento

myTrainData := PROJECT(PrepDataSort[1..5000], $.modPrepData.ML_Prop)
:PERSIST(~CLASS::XYZ::ML::Train');

// Considerando os 2.000 registros seguintes como amostra de Teste

myTestData := PROJECT(PrepDataSort[5001..7000], $.modPrepData.ML_Prop)
:PERSIST('~CLASS::XYZ::ML::Test');

O préximo passo € converter os dados para o formato usado pelos pacotes
configuraveis ML. Para operar genericamente com qualquer dado, o ML requer que os
dados estejam em um “layout de matriz orientado a célula” conhecido como
“NumericField”. O bundle configuravel ML._Core facilita essa tarefa:

IMPORT ML _Core;

/I Conversao Matricial dos campos numéricos
ML_Core.ToField(myTrainData, myTrainDataNF);
ML_Core.ToField(myTestData, myTestDataNF);

A etapa final antes de aplicar o modelo ML ¢ separar os dados “independentes”
dos dados “dependentes”, definindo os dados do ML RECORD para colocar o campo de
dados dependente no “final” do layout de registro. Um filtro simples nos dados de
treinamento e de teste conclui esta etapa.

Sempre deve ser excluido o ID do registro exclusivo e, conte apenas seus campos
independentes e dependentes. No caso, os dados de treinamento do dataset “Property”,
tem nove (9) campos independentes e o tltimo campo (10) € o campo dependente (o valor
que estara sendo previsto).

O uso do PROJECT definindo o campo numérico = 1 ndo ¢ estritamente
necessario. Isso indica que ¢ o primeiro campo dos dados dependentes. Como existe
apenas um campo dependente, ele foi numerado de acordo:

EXPORT myIndTrainDataNF := myTrainDataNF(number < 10);

EXPORT myDepTrainDataNF := PROJECT(myTrainDataNF(number = 10),
TRANSFORM(RECORDOF(LEFT), SELF.number := 1, SELF := LEFT));

EXPORT myIndTestDataNF := myTestDataNF(number < 10);

EXPORT myDepTestDataNF := PROJECT(myTestDataNF(number = 10),
TRANSFORM(RECORDOF(LEFT), SELF.number := 1, SELF := LEFT));



» Cddigos ECL utilizados:
modSegConvData.ecl
BWR_ViewData2.ecl

22 | id nunsber | vakue i wi | id msmber | value

i |__ THTaS 1 33424.0 1|1 |'.-$-'--.--i 1 Té440.0
2 |1 |7e784 |2 T6440.0 2 |1 3924129 1 $5500.0
3 |1 |7oe7Ee 3 2015 3|1 413843 1 TE000.0
4 THTE4 4 qz8% 4 |1 €08224 1 35340.0
i (179784 |5 1255 5 |1 w42863 1 ZTE400.0
§ [L |7eT784 '] 3.0 § |1 22372711 1438600 .0
7 THTE4 7 2.0 7|1 4443742 1 166534.0
B |1 |7%TE4 B 8 |1 3834707 1 343350.0
g (1 [7eTR4 ] 2010.0 g |1 3582738 1 SO000. 0
W0(1 38241291 20601.0 W)L 2916349 1 140950, 0

Fig.15 — Nove (9) campos independentes e o ultimo campo (10°) é o campo dependente.

5. Treinamento e avaliacio do modelo

O primeiro passo € selecionar o modelo "learner”. Para Regressao (quantitativa),
sera usado o modulo RegressionForest:

IMPORT §;
IMPORT LearningTrees AS LT;
/* Selecionando o algoritmo
Sintaxe:
RegressionForest(UNSIGNED numTrees=100,
UNSIGNED featuresPerNode=0,
UNSIGNED maxDepth=100,
SET OF UNSIGNED nominalFields=[]);
*/
myLearnerR := LT.RegressionForest(); // parametros default

Em seguida, o “learner” serd usado para treinar e recuperar o modelo:

myModelR := myLearnerR.GetModel($.modSegConvData.myIndTrainDataNF,
$.modSegConvData.myDepTrainDataNF);

Observe que o modelo obtido ¢ uma estrutura de dados opaca (interpretavel
apenas pelo bundle) que encapsula todos os resultados do treinamento. O primeiro

parametro fornecido para a funcdo “GetModel” ¢ o dataset de treinamento
“independente” e o segundo parametro ¢ o dataset de treinamento “dependente”.

Em seguida, o modelo serd usado para fazer previsdes, prevendo o campo
dependente com base nos campos de teste independentes:

predictedDeps := myLearnerR.Predict(myModelR,
$.modSegConvData.myInd TestDataNF);



Portanto, aplicando o modelo de treinamento e prevendo os resultados
dependentes com base nos dados independentes, permitira realmente produzir e visualizar
esses resultados para analise.

ApoOs o treinamento, serd testado o modelo de previsao RegressionForest
comparando-o com o dataset de teste dependente [myDepTestDataNF], que foi extraido
anteriormente dos registros de teste segregados. ML Core tem uma 6tima maneira de
fazer isso no modulo “Analysis”. Esse modulo fornece uma avaliagdo genérica do poder
preditivo do modelo. Também ha uma grande variedade de outras métricas de avaliagao
fornecidas pelos pacotes individuais, especificas para os algoritmos desse pacote. No
Modelo de Regressao do LearningTrees, basta uma linha de ECL para realizar essa
analise:

assessmentR := assessmentR := ML _Core.Analysis.Regression.Accuracy(

predictedDeps,
$.modSegConvData.myDepTestDataNF);

A “Accuracy” usa o resultado da fun¢do Predict como primeiro parametro,
comparando-o com os dados de teste dependentes que foi criado anteriormente. Aqui
estdo os resultados dos dados de treinamento para o dataset “Property” (vide Nota):

=  Meétricas chaves:

e R2 (R-Quadrado - O "coeficiente de determinagdo". Aproximadamente, a
propor¢do da variacdo nos dados originais que foram capturados pela
regressdao. O R-Quadrado pode variar ligeiramente de negativo a 1. Um R-
Quadrado 1 significa que as previsdes correspondem perfeitamente as
reais. R-Quadrado zero ou abaixo significa que o modelo ndo tem valor
preditivo. R-Quadrado 0,5 significa que metade da variacdo dos dados foi
explicada pelo modelo.

e MSE (Mean Squared Error - Erro quadratico médio) - O desvio médio
quadratico entre os valores previstos e reais.

e RMSE (Root Mean Squared Error - Raiz do Erro quadratico médio) - A
raiz quadrada do MSE. Essa ¢ uma expectativa do erro médio em uma
determinada amostra.

## | wi regre550r| 2 | mse | rmse |

1 Hl 0.7304899830671003 7982069594.129144 | 89342.4288573416

Fig.16 — Métricas chaves.

Nota: Para o conjunto de treinamento aplicado em “Property” (dataset bruto), a precisao
foi um pouco abaixo de 30% na primeira tentativa, onde para melhorar a precisao foi
necessario revisar os campos independentes. Ap6s uma analise mais aprofundada, pode-
se verificar que o campo [zip] ndo ¢ realmente quantitativo, mas qualitativo (variavel
categorica). Entdo, a seguinte modificacdo no modelo de aprendizado foi realizada:

myLearnerR := LT.RegressionForest(,,,[1]);



A etapa final foi revisar as amostras e remover os registros com valores de campo
“nulos” das amostras de treinamento e de teste usando o codigo [CleanProperty].

» Cddigos ECL utilizados:
BWR TrainReg.ecl

6. Implantacio do modelo

Essa etapa corresponde ao desenvolvimento de um servigo de consulta através da
codificacdo de uma “funcdo” (estrutura Function) da linguagem ECL, seguida da
compilagdo do codigo no cluster Roxie:

-

fn_getprice_roxiequery_web.1 < & L B,

FN_GETPRICE_ROXIEQUERY_WEB_1REQUEST

assess_val: |1188?2U

|

bedrooms: |3 |
full_baths: |2 |
half_baths: |1 |
land_sq_ft: |14774 |
|

|

|

|

living_sq_ft: | 1437

year_acq: |2011

year_built: |1968

zip: |a5451
[J capture Log Info.  Trace Level: [ No Timeout
| call Query v | | output Tables v | [FORM POST | | submit | | Clear Al |

Fig.17 — Carregamento de dados e disponibilizagao de servigo de consulta.

» Codigos ECL utilizados:
fn_GetPriceReg.ecl
BWR_TestQueriesReg.ecl

Conclusao

Algoritmos baseados em Arvores de Decisdo sdo provavelmente os algoritmos
mais poderosos e faceis de usar no arsenal de ML. Se os dados forem numéricos, houver
uma quantidade razoavel de dados e o objetivo for “Previsdo” ao invés de “Explica¢do”,
serd dificil encontrar um melhor algoritmo do que Learning Trees.



Através desse estudo foi possivel saber tudo o que se precisa saber para criar e
testar modelos de ML com base nos dados disponiveis e usa-los para prever valores
quantitativos (Regressao). Caso se deseje usar um bundle de ML diferente, se concluira
que todos os bundles operam de maneira muito semelhante, com algumas variagdes
menores. Foi utilizado nesse estudo apenas os aspectos mais basicos dos bundles de ML.

A simplicidade conceitual de ML ¢ um tanto enganadora. Cada algoritmo tem suas
proprias peculiaridades (ou premissas e restricdes) que precisam ser levadas em
consideragdo para maximizar a precisao preditiva. Além disso, quantificar a eficacia das
previsdes requer habilidades em ciéncia de dados e estatistica que a maioria ndo possui.
Por esses motivos, ¢ muito importante que nao seja utilizada a exploragao de ML para
produzir produtos ou reivindicar habilidades sem antes consultar especialistas no campo.



Apéndice

» RoadMap
e Procedimento - Sequéncia de criacao e execugao (submit) dos codigos:

modProperty.ecl
BWR BrowseData.ecl (submit)
isCleanFilter.ecl
CleanProperty.ecl
modPrepData.ecl
BWR ViewDatal.ecl (submit)
modSegConvData.ecl
BWR_ ViewData2.ecl (submit)
BWR_TrainReg.ecl (submit)
fn_GetPriceReg.ecl (compilar em Roxie)
BWR _ViewData3.ecl (submit)

» Cadigos ECL

[modProperty.ecl]

/

EXPORT modProperty :== MODULE
EXPORT Layout := RECORD
UNSIGNEDS personid,
INTEGERS propertyid,;
STRING10 house_number;
STRING10 house number_suffix;
STRING2 predir;
STRING30 street;
STRINGS streettype;
STRING2 postdir;
STRING6 apt;
STRING40 city;
STRING2 state;
STRINGS zip;
UNSIGNEDA4 total value;
UNSIGNED4 assessed_value;
UNSIGNED?2 year_acquired;
UNSIGNED4 land_square_footage;
UNSIGNEDA4 living_square_feet;
UNSIGNED2 bedrooms;
UNSIGNED? full_baths;
UNSIGNED? half baths;
UNSIGNED?2 year built;
END;
EXPORT File := DATASET('~CLASS::XYZ::ML::Property',Layout,CSV);

END;

I



[BWR_BrowseData.ecl]

IMPORT §;

/

// Visualizagdo da extragdo dos dados
OUTPUT($.modProperty.File);
COUNT($.modProperty.File); //'1.662.959 registros
I

[isCleanFilter.ecl]

IMPORT §;

/

Property := $.modProperty.File;

//

// Limpando os dados...

EXPORT isCleanFilter := Property.zip <> " AND
Property.assessed_value <> 0 AND
Property.year_acquired <> 0 AND
Property.land_square footage <> 0 AND
Property.living_square feet <> 0 AND
Property.bedrooms <> 0 AND
Property.full_baths <> 0 AND
Property.year Built <> 0;

/

[CleanProperty.ecl]

IMPORT §;

/

Property := $.modProperty.File;

/

EXPORT CleanProperty := Property($.isCleanFilter);
//

// CleanProperty := Property($.isCleanFilter);

// OUTPUT(CleanProperty);

// COUNT(CleanProperty); // 575.814 registros
//



[modPrepData.ecl]

IMPORT §;

I

Property := $.modProperty.File;

/

EXPORT modPrepData := MODULE

EXPORT ML _Prop := RECORD

UNSIGNEDS PropertylID;
UNSIGNED?3 zip; // variavel Categorica
UNSIGNED4 assessed_value;
UNSIGNED?2 year_acquired;
UNSIGNED4 land _square footage;
UNSIGNED4 living_square_feet;
UNSIGNED?2 bedrooms;
UNSIGNED? full baths;
UNSIGNED?2 half baths;
UNSIGNED?2 year_built;

UNSIGNED4 total value; // variavel Dependente (a ser determinada)
END;
1/
EXPORT ML _PropExt := RECORD(ML_Prop)
UNSIGNED4 rnd; // nimero randémico
END;

I
EXPORT PrepData := PROJECT($.CleanProperty, TRANSFORM(ML_PropExt,
SELF.rnd := RANDOM(),
SELF.zip := (UNSIGNED3)LEFT.zip,
SELF := LEFT))
:PERSIST('~CLASS::XYZ::ML::PrepData"),

//

END;

//

[BWR ViewDatal.ecl]

IMPORT §;

/

// Preparagdo dos dados

OUTPUT($.modPrepData.PrepData);
COUNT(S$.modPrepData.PrepData); /1 575.814 registros
I



[modSegConvData.ecl]

IMPORT §;
IMPORT ML _Core;
I
PrepData := §.modPrepData.PrepData;
/
// Torne os dados aleatérios, ordenando os registros pelo nimero randémico
PrepDataSort := SORT(PrepData, rnd);
/
I
/I Segregacdo dos dados - Considerando os primeiros 5.000 registros como amostra de Treinamento
myTrainData := PROJECT(PrepDataSort[1..5000], $.modPrepData.ML_Prop)

:PERSIST('~CLASS::XYZ::ML::Train"); // layout sem o campo rnd
I
/I Segregacao dos dados - Considerando os 2.000 registros seguintes como amostra de Teste
myTestData := PROJECT(PrepDataSort[5001..7000], $.modPrepData.ML_Prop)

:PERSIST('~CLASS::XYZ::ML::Test'); // layout sem o campo rnd
//
//
// Conversao Matricial dos campos numéricos
ML Core.ToField(myTrainData, myTrainDataNF);
ML _Core.ToField(myTestData, myTestDataNF);
/
I
EXPORT modSegConvData := MODULE

EXPORT mylIndTrainDataNF := myTrainDataNF(number < 10); // excluindo o campo
propertyid
//
EXPORT myDepTrainDataNF := PROJECT(myTrainDataNF(number = 10),
TRANSFORM(RECORDOF(LEFT),
SELF.number := 1,
SELF := LEFT));

/

EXPORT mylIndTestDataNF := myTestDataNF(number < 10);  // excluindo o campo
propertyid
/

EXPORT myDepTestDataNF := PROJECT(myTestDataNF(number = 10),
TRANSFORM(RECORDOF(LEFT),
SELF.number := 1,
SELF := LEFT));
END;
//

[BWR_ ViewData2.ecl]

IMPORT §;

//

/I Segregacdo dos dados e Conversdo matricial dos campos numéricos
OUTPUT($.modSegConvData.myIndTrainDataNF, NAMED('IndTrainData'"));
OUTPUT($.modSegConvData.myDepTrainDataNF, NAMED('DepTrainData'));
OUTPUT($.modSegConvData.myIndTestDataNF, NAMED('IndTestData"));
OUTPUT($.modSegConvData.myDepTestDataNF, NAMED('DepTestData'));
I



[BWR TrainReg.ecl]

IMPORT §;

IMPORT ML _Core;

IMPORT LearningTrees AS LT;

I

// Selecionando o algoritmo

/I Sintaxe: RegressionForest(UNSIGNED numTrees=100, UNSIGNED featuresPerNode=0,

// UNSIGNED maxDepth=100, SET OF UNSIGNED nominalFields=[])

// myLearnerR := LT.RegressionForest(); // pardmetros default

// myLearnerR := LT.RegressionForest(,,,[1]); // zip ndo é realmente quantitativo, mas qualitativo
myLearnerR := LT.RegressionForest(10,,10,[1]);

/

/

// Obtendo o modelo treinado

myModelR :=
myLearnerR.GetModel($.modSegConvData.myIndTrainDataNF,$.modSegConvData.myDepTrainDataN
F);

OUTPUT(myModelR,,'~CLASS::XYZ::ML::myModelR', NAMED('"Modelo Treinado'),OVERWRITE);
1/

1/

// Testando o modelo

predictedDeps := myLearnerR.Predict(myModelR,$.modSegConvData.myIndTestDataNF);
OUTPUT(predictedDeps, NAMED('Valores_Previstos'));

/

/

// Avaliando o modelo

assessmentR :=

ML _Core.Analysis.Regression.Accuracy(predictedDeps,$.modSegConvData.myDepTestDataNF);
OUTPUT(assessmentR, NAMED('Avaliacao_do_Modelo"));

//



[fn_GetPriceReg.ecl]

IMPORT §;
IMPORT ML _Core;
IMPORT LearningTrees AS LT;
I
// Fungdo de predigdo de precos de imoveis
EXPORT fn_GetPriceReg(Zip,
Assess_val,
Year acq,
Land sq ft,
Living sq ft,
Bedrooms,
Full_baths,
Half baths,
Year_built) := FUNCTION
1/
// Transformagdo dos parametros de entrada no formato de ML data frame
mylInSet := [Zip, Assess_val, Year_acq, Land sq_ft, Living_sq_ft, Bedrooms, Full_baths, Half baths,
Year built];
myInDS := DATASET(myInSet, {REAL8 myInValue});
ML _Core.Types.NumericField PrepDataReg(RECORDOF(myInDS) Le, INTEGER cnt) :=
TRANSFORM
SELFwi :=1,
SELF.id :=1,
SELF.number := cnt,
SELF.value :=Le.mylnValue;

END;

myNewlIndDataReg := PROJECT(myInDS, PrepDataReg(LEFT,COUNTER));
//
// Predigdo e retorno do valor do imovel consultado

myModelR :=
DATASET('~CLASS::XYZ::ML::myModelR',ML_Core.Types.Layout Model2,FLAT,PRELOAD);
myLearnerR := LT.RegressionForest(10,,10,[1]);
myPredictDeps := MyLearnerR.Predict(myModelR, myNewIndDataReg);
/
RETURN OUTPUT(myPredictDeps, {preco:=ROUND(value)});
END;
/



[BWR_ TestQueriesReg.ecl]

IMPORT §;

I

// Teste da Fungao

// Zip | Assess_val | Year acq | Land sq ft| Living sq ft | Bedrooms | Full baths | Half baths | Year built
/

$.fn_GetPriceReg(95451,118720,2011,14774,1437,3,2,1,1968);

/

/ k

assess_val: 118720
bedrooms: 3
full baths: 2
half baths: 1
land sq ft: 14774
living_sq_ft: 1437
year_acq: 2011
year_built: 1968
zip: 95451

*/
1
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